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Robustnost vrstevnatych
neuronovych siti

¢ Vzhledem ke ztraté skrytého neuronu
= ,,1-neuronova® robustnost
= Modifikace chybové funkce pomoci tzv. ,,robustnostniho ¢lenu
= ,profezavani a duplikace* ~ zdvojeni takovych neuront,
jejichz ztrata zpusobi nejveétsi chybu na vystupu sité
¢ Vzhledem k drobnym odchylkam predkladanych
vstupnich vzoru

= Separacni charakteristika

= K libovoln¢ vrstevnaté neuronove siti (a dané koneéné mnozing
vzoru) 1ze zkonstruovat ,,robustnéjsi* sit’ s ,,témer steynymi‘
vystupy (~ e-ekvivalentni sit)

(4
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¢ — ekvivalence

¢ Existuje mnoho vrstevnatych neuronovych siti s
pozadovanym vstupné¢ / vystupnim chovanim

¢ Dv¢ vrstevnateé neuronove sité jsou &-ekvivalentni,
jestlize davaji pro vSechny vstupni vzory z dané ko-
ne¢né mnoziny vzoru tentyZ vystup s jistou &-pies-

nosti: )751 L 732 < = kde

izml:(yBl,i_sz,i )2

= M ... poCet vystupnich neuronu siti B;, B,

ysl o sz
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Robustnost vzhledem ke ztraté
skrytého neuronu

1-neuronova robustnost:

¢ Urcena chybou zpusobenou ztratou jednoho skrytého
neuronu

¢=ky —E =2—|ih12plZilel(yi,k _di)2 _%Zplzi:(yi _di)2

= N, ... pocCet skrytych neuronu

d; ... pozadovany vystup pro dany vstupni vzor p

yi ... skute¢ny vystup vystupniho neuronu I

Yix --- Vystup neuronu I, jestlize chybi skryty neuron k
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Robustnost vzhledem ke ztraté
skrytého neuronu (2)

DalSi moznosti vyjadreni chyby:

¢ Urcena odchylkou vystupu zpusobenou ztratou jednoho
1 \ \ '\
skrytého neuronu Eym = W Z Z‘ Z‘ (yi — Vi« )2
h p i Kk

(E, =0 ,jestlize se pf1 ztrat¢ skryteho neuronu vystup sité
pro trénovaci mnoZinu nezmeni)

¢ Nejhors$i mozné nasledky

E, = ma?(( Yik —d;
p.i,
E, = rp?i( Yik — Yi
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Z.vySeni robustnosti
vrstevnatych NS

1) Modifikaci chybové funkce: F = E + p E,,

= p ... nastavitelny parametr ovliviiujici vzajemny pomér mi-
nimalizovan¢ stfedni kvadratické odchylky skute¢nych
a pozadovanych vystupl a robustnosti ucen¢ sité

T D D AUCERICW);
gi :ijwij gi,k :fi — X Wik

= Xj... vystup skryteho neuronu ]
= Wj ... vaha mezi skrytym neuronem | a vystupnim neuronem |

= f(&) ... prenosova funkce (sigmoida)
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Z.vySeni robustnosti
vrstevnatych NS (2)

TRIK: mlnlmahzace E namisto mlnlmahzace E

m

2
Er =N 22 (5 G = 23 3 xw,)
= Pro vystupni vrstvu
jW—E = (v =)y v )%+ 0w,
= Pro skrytou vrstvu
_Z[[—yl(l y. )+ -2 N W X ; j j @—x,)z,
, ... aktivita vstupniho neuronu |
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ZvySeni robustnosti
vrstevnatych NS (3)

2) Prorezavanim a duplikaci

¢ Adaptace sit€ pomoci standardniho algoritmu
zpeétneho Sifeni

¢ Otestovani robustnosti sité

= Identifikace takoveho skrytého neuronu, jehoz ztrata by
zpusobila nejveétsi zmeénu robustnosti

= ,,zdvojeni*“tohoto neuronu
= ,rozpulit* vahy obou ,,kopii* vedouci k vystupni vrstvé

= (,,kopie* nahradi n€ktery z ostatnich skrytych neuront)
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wProrezavani a duplikace*

Vysledkem jsou:

= robustnéjSi presn¢jsi sité
= mala vypocetni slozitost
= lepsSi generalizace

= omezeni problému souvidejicich s vyskytem
lokalnich minim
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Modularni struktura BP-siti

Jednoducha vrstevnata neuronova sit’

Modularni vrstevnata neuronova sit’
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Modularni struktura BP-siti:
binarni s¢itani

-1 _ _
: : 5 A BP-network detecting those
2 -4 2 2 Input patterns where the carry
9 e over two orders Is necessary to
9 @ 5 add two binary 2-bit numbers
5 2 2 5 (01 +11 and 11 +01)

A BP-network for the binary
addition of two binary 1-bit
0 2 e e a = numbers
\\t‘Q
‘ ?\\'\o N 2 ABP-network for the binary
2 S 2 " - -
"”\\ \\ addition of two binary 1-bit
(N '\ . numbers
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Modularni struktura BP-siti

¢ Rozdé¢leni tlohy do jednotlivych poduloh

¢ Navrh a vytvoreni modularni architektury
= Strategie pro extrakci e-ekvivalentnich moduli BP-siti

e Eliminace pfebytecnych skrytych a/nebo vstupnich neuronti
e Vhodna pro ,,jiz natrénované‘ sité

e Kompromis mezi poZadovanou piesnosti extrahovaného modulu
a jeho optimalni architekturou

¢ Vzajemna komunikace mezi jednotlivymi moduly

= Paralelni a sériovd kompozice BP-siti
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Definice modulu BP-sité

Necht' B je BP-sit’s | skrytymi vrstvami.
BP-sit M je modulem B, jestlize ob¢ sit¢
mayji stejny pocet vrstev a jestlize je kazda
skryta vrstva LM sit¢ M podmnozinou
skryté vrstvy L B sité B :

LM < LB ; 1<k<l

I. Mrazova: ATNS (NATLO13)
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Véta o extrakci modulu

Necht” S je konefna mnoZina vstupnich vzori X a
necht’ B Je BP-sit’ s mnoZinou H, neuront posledni
skryté vrstvy, | H,| > 1.

Potom k libovolnému &> 1 existuje takova konstanta
K.> 0, Ze plati: Jestlize existuje v | —t¢& skryté vrstve
neuron Kk takovy, ze:

(VxeS)(VieO); |w,z | =K,

potom je BP-sit’” MK, ktera je totoZzna se siti B bez
neuronu k, e-ekvivalentni modul B, (M* ~5 B).
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Véta o extrakci modulu (2)

Idea dukazu:

0.5 B

-8 & &+ 6:(S)

I. Mrazova: ATNS (NATLO13)

f(8) + &
f(€)

() -
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Véta o extrakci modulu (3)

Idea dukazu (pokracovani):

¢ povolena odchylka* potencialu 4, (<) je v

tomto pripadé mensi nez ,,povolena
odchylka* potencialu d,7(¢)

¢ Potencial by se mé&l zmeénit ,,smérem k délici
nadroving*

+ Zménény potencial by mél zachovat umisténi
vzorku v témze poloprostoru
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Véta o extrakci modulu (4)

Idea dukazu (pokracovani):

¢+ _povolene odchylky* potencialu by mély byt
nezavislé na jednotlivych vzorech.
+ Eliminace neuronu, pokud je ¥'Xe S
| Wiz, | malé
s 0,/ (| + 1) proposledni skrytou vrstvu
s 1o, /(1+1) pro ostatni skryté vrstvy
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Neuronove sité
s modularni strukturou

¢ Adaptivni smési1 lokalnich neuronovych siti
(Jacobs & Jordan)

¢ Selektoroveé sité s mnozinou verzi

(Partridge & Sharkey)

¢+ Kombinacni sit€ s dynamickou volbou
klasifikatoru => HYBRIDNI MODEL
(Lee, Srihari & Nowlan)
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Neuronove sité
s modularni strukturou (2)

Dulezité vlastnosti modelu:

¢ Rychlost a konvergence procesu uceni
+ Optimalizace architektury
+ Robustnost a generalizace

¢+ uzite¢na ruznorodost™ jednotlivych modulu
(~ ,,useful diversity*)

I. Mrazova: ATNS (NATLO13)
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Adaptivni smési lokalnich
neuronovych siti

Soustava lokalnich siti s ridici siti:

¢ Lokalni sit€ jsou vrstevnate neuronove sité typu
zpétného Sireni

¢ VSechny lokalni sité maji stejn¢ vstupy a stejny
pocet vystupnich neuronu

+ Ridici sit’ je vrstevnata sit’ s vystupy P; a stejnymi
vstupy, jako maji lokalni sité

* Vystupy systému odpovidaji }; P; yU

I. Mrazova: ATNS (NATLO13)
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Adaptivni smési lokalnich
neuronovych siti (2)

Output
Gating
Network
Expert E
Networks !

(Mini-nets);

Input
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Adaptivni smési lokalnich
neuronovych siti (3)

¢ Necht se soustava sklada z t lokalnich siti N; s
vahami WU a prahy 90 ; i=1,...,t; a jedné fidici
sit¢ N, s vahami W a prahy $9)

¢ Dale necht’ je pro dany trénovaci vzor (Y( d )
skute¢ny vystup lokalnich siti §© = (y®,..., y")1<i <t
a skuteény vystup fidici sité¢ §l9) = (yl(g) ..... yr(lg))

y}‘) = (0,1); V] e{l,..., n}/\ | € {1,...,’(}
y}g) e (0,1); Y j e{l,..., m}
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Adaptivni smési lokalnich
neuronovych siti (4)

* Pro koeficienty p; by mélo platit:

y(g) _ ¢
P, = i 1 =1,..., T [ple(o,l)/\Zplzlj
Z y(g) )

* Cilova funkce. E=>,E,

EpZ%Zt:(pi(V“)—a)) Z[Zg”z)

=1

(i) _ { Pi (y:) — dk) K je vystupni neuron
Ok’ = .
@) jinak
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Adaptivni smési lokalnich
neuronovych siti (5)

Proces uceni a adaptacni pravidla: ®

¢ Adaptace vah a praht lokalnich siti podle: ®
OE _ OE 0
oW, O
O O

oE , oE
59 f (ij)[gj +Zk:519k ijj

J

(i) _
) _ ) Pi\Y; — dj ] je vystupni neuron
O jinak

N

9
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Adaptivni smési lokalnich
neuronovych siti (6)

¢ Adaptace vah a praht ridici sité podle:
cE = oE y(g )
avvi(jg ) O 19(9 ) i

oE
@3}9) (g(g))[g(g)_kz 3(9) (g)j

g§g>:<[1(q(1 —d _Ej [Zy(g)j

J je vystupni neuron

O jinak
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Adaptivni smési lokalnich
neuronovych siti (7)

* tendence pouzivat ke klasifikaci predkladanych
vzoru vZdy jen jednu sit’
¢ Sériova kompozice dvou soustav lokalnich siti s
ridici siti:
"My ¢ Prenos chybovych Clenli mezi

\ n.ej.niiéimi skrytymi neurony N,
2 ” (Jeji vstupni neurony se nyni NeuU-
X(l) vazuji) a vystupnimi neurony N,
N, y 19i(k. ) prah i-tého vystupniho neu-
ronu k-té lokalni sité z N,

T X

I. Mrazova: ATNS (NATLO13)
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Adaptivni smési lokalnich
neuronovych siti (8)

ok B 1 =(k (k) ok @y,
agi(k) = f (é: )8)/. (é: )ZZ ?3)“ J) |
— f'(é:i(k)) GI (égl(J )ay(k)
aE 0 ,“

J ... 1index ptes vSechny lokalni sité a fidici sit’ z N,

| ... index neurontd nad vstupy |
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55'(1)
oy,

Adaptivni smési lokalnich
neuronovych siti (9)

wi! pi

%I?k) — ( )1)22 nj

m ...
y'loo..
ylo ...

pro lokalni Slte

;9?9) - Zy(g) (g))ZZw Zm: (

p ro ridici sit’

index pres vSechny lokdlni sit€ z N,
m-ty vystup I-t€ lokalni sité z N,

m-ty vstup J-té lokalni/fidici sité z N,
I. Mrazova: ATNS (NAIL013)
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Modularni neuronove sitée:
inverzni kinematika robota

¢ Kinematicka rovnice: X = 1?(«9)
s Pievod informace (kartézské souradnice (X) => polarni (6) )
¢ Pozadavky na rychlost: x=J(80) 0"
¢ Prvky J: 0%, /00, Vi, ]
¢ Reseni: 60'=J1(0)x
¢ Problémy:
= Inverze matice J

= Znalost pfesnych kinematickych parametrt robota, pripad-
n¢ jejich odhad
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Modularni neuronové sité:
inverzni kinematika robota (2)

,,Naivni‘ architektura neurono- Rameno se 2 stupni volnosti
ve sité pro inverzni kinematiku

(x,y)

S5

C\

= S5

o =X

5 )
oS¢ e =
o o S
S a3
SIS 2
N aQ
2= =
o"g‘ &)
=S 4
o w P ~
N
KagpS

1
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Simulace ramene se 2 stupni volnosti

¢ Kartézské souradnice (x,y):
X d,cos @, +d, cos(8, +6,)
y| | d,sin 6, +d,sin(@, + 6,)
¢ Rovnice pro vyjadreni rychlosti: -
X —d,sing,—d,sin(6,+6,) —d,sin(6,+6,)] | g
y| | d,cos6 +d, cos(6,+6,) d,cos(6,+86,)
¢ Analytické reSeni:

cos(6, +6,) sin(6, +6,)
& B d,siné, d,siné, .X
6, _ cosg, cos(6,-6,)  sing  sin(6,-6,) "
| d,sing, d,;sinég, d,sing, d;sing,
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Modularni neuronoveée sité:

inverzni kinematika robota (3)
-

766 /4 r49 /4 4
,,Standardni‘ neuronova sit Kontextova sit’

- < *ﬂ <
S — < 52 >
— . o 2 = = —~
C ® 0 H % O( G

- Z o
T — 3 =

T I e o o I
KONTEXTOVY VSTUP
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Kontextove sité

Inverzni kinematicky problém:
¢ Vstup site: 6, x

¢ Vystup sité: 0°
+ Priklad:
= robot se 6 stupni volnosti

= (12 vstupnich a 6 vystupnich neuronu)

=> velka ¢asova naroc¢nost

I. Mrazova: ATNS (NATLO13)
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Kontextove sité (2)

Architektura a vlastnosti:
¢ Dopiedné sité (feed-forward)

¢ Algoritmus zpétneho Sifeni
* Potencidl neuronu @ X;=3; Wy Y; + b,

= W;; ... vaha mezi neuronem 1 a |

= X...... potencial neuronu
= Y...... vystup neuronu
= b;..... Prah neuronu ]

¢ Vystup neuronu J, y; , pomoci sigmoidy

I. Mrazova: ATNS (NATLO13)
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Kontextova sit’ pro
inverzni kinematiku robota (4)

FUNKCNI SIT

T
|

i :

: |
n kartézskych soufadnic | ; ¥ n thlovych rychlosti
(rychlost) e A

KONTEXTOVA SIT



Kontextove sité (3)

Prenos informace mezi kontextovou a funkéni siti:

¢ Potencial neuronu | funkc¢ni sité:

Xjp = 2 Wi Vi = 20 9y

j --- vaha (funk¢ni sit€) mezi neuronem 1 a |

I neuron ve vystupni vrstvé kontextove sité
(urcuji vahy funkcnti sité)

= ¢(.) ... pfenos informace mezi neuronem | kontextové
sit¢ a vahou Wj; funkeni sité

¢ Specialni pfipad: ¢ je linearni funkce

g(x) = a X; a#0 jekonstanta => X, = ¥, a Y,
3

I. Mrazova: ATNS (NATLO13)
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Kontextova sit’ pro
inverzni kinematiku robota (5)

FUNKCNI SIT
"
Propojeni kontextove | : . .
N s i l -
a funkeni sité: |

- ey = wmo -— = e o=e

— '
! |
l Xg |
‘ |
L % ,
| ek

I Y !
| !
t |
| k |
T o)

KONTEXTOVA SIT



Kontextové sité (4)

Prenos informace mezi kontextovou a funkcéni siti
(pro n stupnu volnosti):

¢ Volba kontextu: funk¢ni sit’ by méla reprezentovat
linearni funkct => mensi slozitost

+ Kontextovy vstup:
= konfigurace ramene (ddna vektorem 0)
¢ Funkéni vstup: X
= Pro dany kontext & — linearni vztah 6°a X

= Funk¢ni sit’ tedy reprezentuje linearni funkce

I. Mrazova: ATNS (NATLO13)
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Kontextové sité (5)

Prenos informace mezi kontextovou a funkc¢ni siti
(pro n stupnu volnosti):

¢ Funkdni sit’:
= N vstupnicha N vystupnich neuronii
= Vystupni neurony nemaji prah => vystup f(x) = X
= Sit ma n? vah; ty odpovidaji J1(0)
¢+ Kontextova sit’:
= N? “podsiti“; kazda z nich odpovida skalarni funkci pro polozky J

= N vstupnich neuronti spolecnych pro vSechny ,,podsité* (se
dvéma skrytymi vrstvami)

= Sigmoidalni pfenosové funkce
I. Mrazova: ATNS (NAILO13) 40



Kontextové sité (6)

Prenos informace mezi kontextovou a funkc¢ni siti
(pro n stupnu volnosti):

¢ ZjednodusSeni:
= Pfevod zobrazeni n 2 n? nan? funkci n 21
= Jasn¢jsi funkce skrytych neuront
= Paralelni u€eni jednotlivych funkci

= S rostoucim poctem stupnu volnosti roste pouze pocet
funkci

I. Mrazova: ATNS (NATLO13)



